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Abstrakt

Analiza widmowa (spektralna) służy poznaniu struktury harmonicznej szeregów czasowych. 
Analiza widma wzajemnego jest w istocie połączoną i jednoczesną analizą widma dwóch sze-
regów. Celem analizy widma wzajemnego jest ustalenie związków i zależności między dwoma 
szeregami występujących w różnych częstotliwościach.
Widmo fazowe produkcji przemysłowej, zatrudnienia i prognozy koniunktury produkcji przemy-
słowej Niemiec wykazuje liniową dodatnią zależność dla niskich częstotliwości (dla których ob-
serwujemy duże wartości kwadratu koherencji). Sugeruje to, że zmiany długich fal w zatrudnie-
niu oraz w prognozach koniunktury produkcji przemysłowej wyprzedzają odpowiednie zmiany 
w dynamice produkcji przemysłowej Niemiec. Podobną zależność obserwujemy w przypadku 
widma fazowego indeksu DAX i bezrobocia. Natomiast w przypadku widma fazowego DAX i cen 
dóbr przemysłowych zależność liniowa jest ujemna, co wskazuje na opóźnienie zmian cen dóbr 
przemysłowych względem zmian indeksu giełdowego DAX.
Dla dużych wartości kwadratu koherencji obserwujemy ujemną liniową zależność przesunię-
cia fazowego widma, co sugeruje opóźnienie faz produkcji cementu względem wskaźników ko-
niunktury w budownictwie w obszarze niskich częstotliwości. 
Przeprowadzona analiza widma wzajemnego wykazała, że w badanym okresie dynamika pro-
dukcji przemysłowej Niemiec oraz dynamika indeksu giełdowego DAX korelują z dynamiką 
wybranych procesów gospodarczych w różnych częstościach cyklu koniunkturalnego. Można 
zatem mówić o przejawach skorelowanych zachowań cyklicznych. Na szczególne pokreślenie za-
sługuje wyjawienie zróżnicowanych przesunięć fazowych oraz wzmocnienia zarówno w niskich, 
jak i wysokich częstościach wahań cyklicznych badanych szeregów czasowych w gospodarce 
niemieckiej. Analiza widma wzajemnego może być zatem efektywnym narzędziem wspomaga-
jącym konstruowanie barometrów koniunktury, polityki stabilizacji czy ożywienia koniunktury 
gospodarczej.
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Wprowadzenie

Oszacowanie widma procesu stochastycznego 
na podstawie danych szeregu czasowego nazy-
wa się analizą widmową (spektralną). Punktem 
wyjścia tej analizy jest periodogram, który 
wskazuje wagę reprezentacji częstotliwościo-
wej poszczególnych fal w empirycznym szeregu 
czasowym. Periodogram został po raz pierwszy 

wprowadzony przez A. Schustera w 1898 roku 
w celu wyjawienia periodyczności ukrytej w me-
teorologicznych szeregach czasowych (Schuster 
1898). Właściwa funkcja gęstości widmowej 
sprowadza się w istocie do procedury wygładza-
nia periodogramu.
Analiza widmowa (spektralna, ang. spectral 
analysis) służy poznaniu struktury harmo-
nicznej szeregów czasowych. Polega ona na 
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dekompozycji szeregu czasowego na kilka funk-
cji sinus i cosinus o różnych okresach. Terminy 
„widmo”, „spektrum” przejęte zostały przez eko-
nomię z chemii: przepuszczenie białego światła 
słonecznego przez pryzmat pozwala odsepa-
rować składniki cykliczne o różnych okresach. 
W wyniku otrzymujemy spektrum. Dzięki temu 
można zidentyfikować pierwiastki będące źró-
dłami światła gwiazd. Identyfikując podstawowe 
składniki cykliczne światła gwiazd, można ustalić 
skład materii gwiezdnej. Analiza widma szeregu 
czasowego jest swoistym „pryzmatem”, przez 
który „przepuszczany” jest dany szereg w celu 
ustalenia jego okresowości, amplitudy i ich 
wkładu w dynamikę szeregu. Dzięki takiej ana-
lizie odkryć można w danym szeregu czasowym 
kilka cyklów o różnych okresach i amplitudach, 
o różnym wkładzie w ogólną dynamikę szeregu. 
Ich połączenie w jeden szereg nadaje jemu ce-
chy „białego” szumu o płaskim widmie1.
Analiza widma wzajemnego jest w istocie połą-
czoną i jednoczesną analizą widma dwóch sze-
regów. Celem analizy widma wzajemnego jest 
ustalenie związków i zależności (korelacji, kowa-
riancji, koincydencji) między dwoma szeregami 
występujących w różnych ich częstotliwościach. 
Przykładowo aktywność gospodarcza może od-
działywać na oceny stanu obecnej (diagnozy) 
i przyszłej (prognozy) koniunktury gospodar-
czej w przemyśle i w budownictwie, a także na 
koniunkturę giełdową. Ogólny rytm przemysłu 
i budownictwa będzie pośrednio związany z kon-
sumpcją takich dóbr i usług jak energia elek-
tryczna, gaz, benzyna, transport, cement itp. 
(Fouet 1981: 13–14), a zatem z dynamiką pro-
dukcji energii elektrycznej, cementu, samocho-
dów, stali i in. Na wskaźniki diagnozy i progno-
zy aktywności w przemyśle i w budownictwie 
będą wpływać indeksy dynamiki sfery realnej, 
handlu zagranicznego i koniunktury giełdowej. 
Na indeksy giełdowe będą oddziaływać dane 
makroekonomiczne dotyczące sprzedaży, za-
trudnienia, bezrobocia, eksportu, importu, cen. 
Jeśli tak, to gdybyśmy poddali szereg dynamiki 
produkcji przemysłowej Niemiec, indeksu gieł-
dowego DAX, diagnozy i prognozy w przemyśle 
i w budownictwie analizie widma wzajemnego, 
łącznie z danymi produkcji wybranych gałęzi, 

1  Analizie  widmowej  poświęcone  są  klasyczne  już 
prace  (Blackman, Tukey 1959),  (Granger, Hatanaka 
1964),  (Jenkins,  Watts  1968),  (Brigham  1974), 
(Koopmans  1974),  (Brillinger  1975),  (Bloomfield 
1976), (Childers 1978), (Pristley 1981), (Elliot, Rao 
1982),  (Thomson  1982),  (Kesler  1986),  (Talaga, 
Zieliński  1986),  (Marple  1987),  (Kay  1988), 
(Shumway 1988), (Wei 1989), (Cohen 1995), (Naidu 
1996), (Stoica, Moses 1997).

zatrudnienia, bezrobocia, wielkości sprzedaży, 
cen, handlu zagranicznego, to moglibyśmy zwe-
ryfikować, czy ogólna aktywność gospodarcza 
rzeczywiście koreluje z aktywnością wymie-
nionych obszarów gospodarczych w określo-
nych częstościach cyklu koniunkturalnego i czy 
w badanym obszarze można mówić o przeja-
wach skoordynowanych (skorelowanych) zacho-
wań cyklicznych.
Proces dwuwymiarowy , t  traktujemy 
jako stacjonarny, jeżeli każda jego składowa jest 
jednowymiarowym procesem stacjonarnym, 
tzn.  

Funkcję autokowariancji stacjonarnego dwuwy-
miarowego procesu Γ(j) definiujemy jako 

, 

gdzie γxx(j)=cov(xt,xt-j), γyy(j)=cov(yt,yt-j), 
γxy(j)=cov(xt,yt-j), γyx(j)=cov(yt,xt-j). 
Jeżeli 

, 

wówczas funkcję 
 

nazywać będziemy widmem (spektrum) lub 
funkcją gęstości widmowej (spektralnej) proce-
su dwuwymiarowego. Elementy przekątnej  
funkcji f(w) to właśnie gęstość widmowa jedno-
wymiarowego procesu xt i yt, t , natomiast 
funkcje
  i 

to funkcje wzajemnej gęstości widmowej (ang. 
cross spectral density).
Widmo procesu jednowymiarowego fxx lub fyy 
można przeformułować na model strukturalny. 
Dekompozycja oryginalnego szeregu na podsta-
wowe funkcje sinus i cosinus o różnych często-
tliwościach sprowadzałaby się w tym modelu 
do problemu regresji wielorakiej, gdzie zmien-
ną zależną jest obserwowany szereg czasowy, 
a zmiennymi niezależnymi są funkcje sinus 
o wszystkich możliwych (dyskretnych) często-
tliwościach. Analiza widmowa ustali korelację 
funkcji sinus i cosinus o różnej częstotliwości 
z obserwowanymi danymi. Jeśli zostanie stwier-
dzona duża korelacja (duża wartość współczyn-
nika przy sinusie lub cosinusie), można wnio-
skować, że w danych istnieje silna okresowość 
o danej częstotliwości.
Widmo wzajemne fxy można zapisać we współ-
rzędnych kartezjańskich:  Funkcje rzeczywiste 
cxy(w) oraz qxy(w) to odpowiednio gęstość 
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kospektralna i gęstość kwadraturowa. Możemy 
zapisać, że , gdzie Rxy(w) ≥ 0 oraz –p < fxy(w) 
< p. Funkcja rzeczywista Rxy(w) oraz fxy(w) to, 
odpowiednio, amplituda mieszana (ang. ampli-
tude spectrum lub gain) i przesunięcie fazowe 
(widmo fazowe, kąt fazowy, ang. phase spec-
trum). Kowariancję xt i yt można obliczyć jako 
całkę funkcji gęstości kospektralnej. Kospektrum 
w częstości ω wskazuje, jaka część kowariancji 
jest „odpowiedzialna” za wahania o częstotli-
wości ω. Kospektrum może przyjmować warto-
ści dodatnie w pewnych częstościach i wartości 
ujemne w innych.
Amplituda widma mierzy siłę liniowej zależności 
szeregów xt i yt w poszczególnych częstotliwo-
ściach. Amplitudę mieszaną można interpreto-
wać jako miarę kowariancji między odpowiedni-
mi składnikami okresowymi w dwóch szeregach. 
Miarą danej zależności jest funkcja kwadraturo-
wa koherencji (gęstość kwadraturowa, ang. squ-
ared coherence function): 

, 

przy czym 
.

Kwadrat koherencji można interpretować po-
dobnie do kwadratu współczynnika korelacji, 
tzn. wartość koherencji jest kwadratem korelacji 
między składnikami cyklicznymi w dwóch szere-
gach dla danej częstotliwości. Jednakże wartości 
koherencji nie powinno się interpretować sa-
mych w sobie; na przykład kiedy oceny gęstości 
widmowej w obu szeregach są bardzo małe, mo-
żemy otrzymać duże wartości koherencji (mia-
nownik w obliczeniach wartości koherencji bę-
dzie bardzo mały), nawet jeśli składniki cykliczne 
w którymkolwiek z szeregów w danej częstotli-
wości nie są silne.
Widmo fazowe ustala, czy i na ile xt, t  po-
przedza lub jest opóźnione względem yt, t , 
dla różnych częstotliwości. Jeżeli dane procesy 
nie są wzajemnie skorelowane, tzn. gdy 

, to

. 

W programie Statistica przesunięcie fazowe ob-
licza się jako cotangens stosunku oceny gęsto-
ści kwadraturowej do oceny gęstości miesza-
nej. Oceny przesunięcia fazowego (zazwyczaj 
określanego grecką literą y) są miarami stopnia, 
w jakim każdy składnik częstotliwości jednego 
szeregu wyprzedza drugi.
Ważnym elementem w analizie widma wzajem-
nego jest wzmocnienie yt (zmienna zależna) 

względem xt (zmienna niezależna) i, odwrotnie, 
xt względem yt. Wartość wzmocnienia oblicza 
się przez podzielenie wartości amplitudy mie-
szanej przez oceny gęstości widmowej dla jed-
nego z dwóch szeregów w analizie. Oczywiście 
oblicza się dwie wartości wzmocnienia, które 
można zinterpretować jako standardowe współ-
czynniki regresji (uzyskane metodą najmniej-
szych kwadratów) dla danych częstotliwości.

Metody badawcze

We wstępnym „wybielaniu” danych miesięcz-
nych (ang. prewhitening, 543 danych z okresu 
styczeń 1969 – marzec 2013, liczonych jako mie-
siąc do analogicznego miesiąca roku poprzednie-
go, poza danymi Ifo-Institut diagnozy i prognozy 
koniunktury w przemyśle i budownictwie), 23 
szeregów czasowych Niemiec – w celu usunię-
cia z danych oryginalnych składowej trendu 
stochastycznego – wykorzystano filtr Hodricka-
Prescotta (w programie gretl 1.9.91cvs, ang. 
GNU, Regression, Econometric and Time-series 
Library). Uzyskane dane poddano procedurze 
standaryzacji w programie Statistica (StatSoft 
Inc. 2011)2. Standaryzacja polegała na zamia-
nie wartości wybranych zmiennych przez ich 
tzw. wartości standaryzowane obliczane jako: 
wartość standaryzowana = (wartość zmiennej - 
średnia) : (odchylenie standardowe). Następnie 
w badaniu stacjonarności zestandaryzowa-
nych danych wykorzystano w programie gretl 
procedurę testu Dickey-Pantula autorstwa U. 
Rodrigueza Ramireza3. Dane poddano także 
rozszerzonemu testowi R/S (Hurst) (ang. ran-
ge scale analysis) na istnienie pamięci krótko-
trwałej (ang. short-range memory). Odrzucenie 
hipotezy zerowej oznaczało przyjęcie hipotezy 
alternatywnej o występowaniu w testowanym 
szeregu pamięci długookresowej (ang. long-ran-
ge memory). Zmodyfikowany test R/S A.W. Lo 
zastosował D. Ventosa-Santaulária (ModRS-test) 
w programie gretl (Lo 1991).

2  STATISTICA, version 10. www.statsoft.com.
3  Choć  stochastyczne  własności  wielu  ekonomicz-
nych szeregów czasowych zostały w literaturze wy-
starczająco dobrze opisane jako procesy zintegrowa-
ne w stopniu pierwszym I(1), niektóre szeregi lepiej 
traktować  jako  procesy  I(2).  Rozważając  problem 
testowania na istnienie podwójnego pierwiastka jed-
nostkowego, D. Dickey  i  S. G.  Pantula  zapropono-
wali procedurę  testowania,  przyjmując dla hipotezy 
zerowej  możliwie  największą  liczbę  pierwiastków 
jednostkowych,  a  następnie  obniżając  ją  przy  każ-
dym kolejnym odrzuceniu hipotezy zerowej (Dickey, 
Pantula 1987), (Pantula 1989).
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Częstym przypadkiem jest „przeciekanie” wa-
riancji właściwej określonej częstotliwości do 
częstotliwości sąsiadujących z daną. Wynika to 
stąd, że żadna z częstotliwości wynikających 
z obliczeń funkcji gęstości widmowej nie „trafia” 
dokładnie w daną częstotliwość. Periodogram 
może wykazywać duże wartości dla dwóch są-
siednich częstotliwości, podczas gdy w rzeczy-
wistości występuje tylko jedna silna podstawo-
wa funkcja sinus lub cosinus o częstotliwości, 
która znajduje się pomiędzy tamtymi, co wy-
nika z długości szeregu i liczby obliczeń funkcji 
gęstości widmowej. W literaturze przedmiotu 
spotyka się trzy metody podejścia do problemu 
przeciekania:
1. przez odpowiednie wydłużenie lub skróce-

nie szeregu czasowego tak, aby można było 
zastosować do danych precyzyjniejszy wy-
kaz częstotliwości,

2. przez temperowanie4 szeregu, co pozwoli 
zredukować przeciekanie oraz 

3. przez wygładzanie periodogramu, co ujawni 
częstotliwości mające istotny wkład w struk-
turę harmoniczną szeregu.

Aby zredukować przeciekanie, w niniejszej pracy 
zastosowano przed analizą widmową procedurę 
temperowania oraz wygładzania periodogramu. 
Proces temperowania podzielonego dzwonu 
cosinusoidy (ang. split-cosine-bell tapering) jest 
transformacją szeregu poprzedzającą właściwą 
analizę widmową. Transformacja ta została uza-
sadniona przez P. Bloomfielda (Bloomfield 1976: 
80-94). Określona część danych (proporcja p, 
przyjęliśmy p=15%) na początku i na końcu sze-
regu została pomnożona przez wagi:
wt = 0.5*{1-cos[p*(t - 0.5)/m]} (dla t=0 do 

m-1)
wt = 0.5*{1-cos[p*(N - t + 0.5)/m]} (dla t=N-m 

do N-1)
gdzie m zostało wybrane tak, że (2*m):N jest 
równe proporcji danych, które mają zostać 
temperowane (p). W naszym przypadku m=41 
(N=542, liczba danych powinna być parzysta). 
Analizując rzeczywiste dane, zazwyczaj nie dąży-
my do jak najdokładniejszego zidentyfikowania 
częstotliwości poszczególnych funkcji sinus lub 
cosinus. Z uwagi na to, że wartości periodogramu 
podlegają znacznym wahaniom losowym, zderza-
my się raczej z problemem nadmiaru „szczytów” 
periodogramu. W takim przypadku staramy się 
znaleźć częstotliwości o największych gęstościach 
widmowych, to znaczy przedziały częstotliwości 

4  Zob.  (McCoy,  Walden,  Percival  1998),  (Mitra, 
Kaiser 1993), (Percival, Constantine 2005), (Percival, 
Walden 1993), (Riedel, Sidorenko 1995), (Thomson 
1982), (Walden 1989).

składające się z wielu bliskich częstotliwości 
mających największy wkład w ogólną strukturę 
harmoniczną (wariancję) szeregu. Osiąga się to 
przez wygładzenie wartości periodogramu przy 
pomocy ważonej średniej ruchomej. Okno śred-
niej ruchomej ma szerokość m (musi to być liczba 
nieparzysta). W pracy zastosowano okno widmo-
we E. Parzena (Parzen 1961) (zauważmy, że p = 
(m-1)/2), w którym dla każdej częstotliwości wagi 
dla ważonej średniej ruchomej wartości periodo-
gramu oblicza się jako:
wj = 1-6*(j/p)2 + 6*(j/p)3 ,  (0 ≤ j ≤ p/2)
wj = 2*(1-j/p)3 ,    (p/2 < j ≤ p)
wj = 0,    (j > p).
Wszystkie funkcje wag przypiszą największą 
wagę obserwacji znajdującej się w środku okna 
i, stopniowo, coraz mniejsze wagi wartościom, 
które znajdują się dalej od środka (zauważmy, 
że moduł szeregów czasowych w programie 
Statistica wystandaryzuje wagi tak, aby się su-
mowały do 1).
Badaniu poddane zostały następujące szeregi 
czasowe gospodarki niemieckiej (okres = P, licz-
ba danych = D; poza danymi koniunkturalnymi 
dane przedstawione zostały jako indeksy łańcu-
chowe: miesiąc do miesiąca roku poprzedniego):
Dane uzyskane zostały z miesięcznika 
Statistisches Bundesamt „Wirtschaft und 
Statistik” oraz z publikacji testów koniunktu-
ry w przemyśle i budownictwie Ifo-Institut für 
Wirtschaftsforschung w Monachium.

Badania empiryczne 

Wyniki uzyskane w module gretl DFP (double 
unit root) wskazują (z 1% prawdopodobień-
stwem popełnienia błędu) na stacjonarność 
wszystkich badanych szeregów czasowych:
? DFP(hp_dax)
Model 1: OLS, using observations 1969:03-
2014:03 (T = 541)
Dependent variable: y1
    coefficient   std. error   t-ratio    p-value 

---------------------------------------------------------
y2          -0.774735    0.0419624    -18.46    2.30e-
059 ***
Mean dependent var  -0.000733   S.D. depen-
dent var   0.390403
Sum squared resid    50.45503   S.E. of regression   
0.305672
R-squared            0.386968   Adjusted R-squared   
0.386968
F(1, 540)            340.8674   P-value(F)           2.30e-59
Log-likelihood      -125.9286   Akaike criterion     
253.8573
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Schwarz criterion    258.1507   Hannan-Quinn         
255.5363
rho                  0.006147   Durbin-Watson        
1.985809
======================================
========================
double unit root Test
======================================
========================
Null Hypothesis: two unit roots, y~I(2)
Test Statistic = -18.4626
p-value = 2.85916e-037
--------------------------------------------------------------
? DFP(hp_prod)
Model 1: OLS, using observations 1969:03-
2014:03 (T = 541)
Dependent variable: y1
    coefficient   std. error   t-ratio    p-value 
---------------------------------------------------------
y2          -1.37152     0.0399581    -34.32    7.92e-
138 ***
Mean dependent var  -0.000432   S.D. depen-
dent var   1.206274

Sum squared resid    246.9587   S.E. of regression   
0.676262
R-squared            0.685704   Adjusted R-squared   
0.685704
F(1, 540)            1178.126   P-value(F)           7.9e-138
Log-likelihood      -555.5201   Akaike criterion     
1113.040
Schwarz criterion    1117.334   Hannan-Quinn         
1114.719
rho                 -0.074620   Durbin-Watson        
2.148784
======================================
========================
double unit root Test
======================================
========================
Null Hypothesis: two unit roots, y~I(2)
Test Statistic = -34.3238
p-value = 1.17455e-022
--------------------------------------------------------------

Wyniki zmodyfikowanej analizy przeskalowane-
go zakresu Lo [Lo, A. (1991)] uzyskane w module 
gretl ModRS-test pozwalają na odrzucenie (z 1% 

Tab. 1. Wybrane miesięczne szeregi czasowe gospodarki niemieckiej (1969–2014)

Lp Szereg czasowy P D Symbol
1 Indeks giełdowy DAX 1969–2014 543 dax (=DAX)
2 Wydobycie węgla kamiennego 1969–2013 543 coal
3 Produkcja stali 1969–2013 543 steel
4 Produkcja cementu 1969–2013 543 cement
5 Produkcja energii elektrycznej 1969–2013 543 electri
6 Produkcja samochodów osobowych 1969–2013 543 cars
7 Produkcja przemysłowa ogółem 1969–2013 543 prod
8 Produkcja dóbr inwestycyjnych 1969–2013 543 inv
9 Produkcja surowców 1969–2013 543 row

10 Produkcja dóbr konsumpcyjnych 1969–2013 543 consum
11 Obroty przemysłu (nominalnie) 1969–2013 543 turn_n
12 Obroty przemysłu (realnie) 1969–2013 543 turn_r
13 Dynamika cen dóbr przemysłowych 1969–2013 543 cen_dyn
14 Wolne miejsca pracy 1969–2013 543 vacan
15 Zatrudnienie w przemyśle 1969–2013 543 employ
16 Bezrobocie ogółem 1969–2013 543 unemploy
17 Eksport 1969–2013 543 export
18 Import 1969–2013 543 import
19 Prognoza koniunktury w przemyśle 1969–2013 543 pr_prz
20 Diagnoza koniunktury w przemyśle 1969–2013 543 d_prz
21 Prognoza cen dóbr przemysłowych 1969–2013 543 pr_cen
22 Prognoza koniunktury w budownictwie 1969–2013 543 pr_bud
23 Diagnoza koniunktury w budownictwie 1969–2013 543 d_bud

Źródło: opracowanie własne
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prawdopodobieństwem popełnienia błędu) hi-
potezy zerowej o występowaniu we wszystkich 
badanych szeregach czasowych pamięci krótko-
okresowej na rzecz hipotezy alternatywnej o ist-
nieniu pamięci długookresowej:
? ModRS_test(hp_dax, 8, 1)
-------------------------------------------------
Lo’s(1991) Modified R/S (Hurst) Test
-------------------------------------------------
Null hypothesis: short-range memory
Alternative hypothesis: long-range memory
-------------------------------------------------
Note: this function uses the built-in function
lrvar to compute the long-run variance (lrvar)
-------------------------------------------------
Lo’s modified R/S statistic: 0.28108
-------------------------------------------------
Critical values: 0.721 and 2.098
Ho rejected at 1 percent
-------------------------------------------------
? ModRS_test(hp_prod, 8, 1)
-------------------------------------------------
Lo’s modified R/S statistic: 0.42237
Ho rejected at 1 percent
-------------------------------------------------
? ModRS_test(hp_inv, 8, 1)
-------------------------------------------------
Lo’s modified R/S statistic: 0.47226
Ho rejected at 1 percent
-------------------------------------------------
Gęstość widmowa zmiennych zależnych dynamik 
produkcji przemysłowej i indeksu giełdowego 
DAX wskazuje na dominację cyklu 42-miesięcz-
nego w obu szeregach, 7-miesięcznego cyklu 
produkcji przemysłowej oraz 25- i 8-miesięcz-
nego cyklu indeksu giełdowego DAX. Istotność 
częstotliwości szczytów widma badanych sze-
regów czasowych potwierdza test na istotność 
częstości periodogramu w programie Gretl za-
proponowany przez Tomasza Stryjkowskiego 
(Stryjkowski 2013: 147).
Kwadrat koherencji zmiennych niezależnych 
oraz dynamiki produkcji przemysłowej dla ni-
skich częstotliwości przyjmuje większe warto-
ści niż dla częstotliwości wysokich (rys. 5–6). 
Przeciwnie dla indeksu giełdowego DAX, kwa-
drat koherencji wykazuje większe wartości dla 
częstotliwości wysokich (rys. 7–8). 
Gęstość kospektralna dla zmiennych zależ-
nych (produkcja przemysłowa, indeks DAX) ma 
zbliżony przebieg dla niskich częstotliwości. 
Różnice są widoczne dla częstości wysokich. 
Wartości gęstości kospektralnej produkcji prze-
mysłowej i zmiennych niezależnych są z reguły 
większe od wartości gęstości kospektralnej in-
deksu giełdowego DAX i tych zmiennych. Nie 
dotyczy to jednak prognoz i diagnoz koniunktury 

Rys. 1–2. Gęstość widmowa i istotne częstości 
periodogramu (prawy wykres) produkcji przemy-

słowej Niemiec (prod, 1969/01 – 2014/03)

Źródło: opracowanie własne

Rys. 3-4. Gęstość widmowa i istotne często-
ści periodogramu (prawy wykres) indeksu gieł-

dowego DAX (dax, 1969/01 – 2014/03)

Źródło: opracowanie własne
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Rys. 5–6. Kwadrat koherencji produkcji prze-
mysłowej (zmienna zależna) oraz zatrudnienia 

i prognozy koniunktury produkcji przemysłowej 
Niemiec (dane miesięczne 1969/01 – 2014/03)

Źródło: opracowanie własne

Rys. 7–8. Kwadrat koherencji DAX (zmienna zależna) 
oraz dynamiki cen dóbr przemysłowych i bezrobocia 
w Niemczech (dane miesięczne 1969/01 – 2014/03)

 Źródło: opracowanie własne

Rys. 9–10. Gęstość kospektralna produkcji prze-
mysłowej i DAX (zmienne zależne) oraz dia-

gnozy koniunktury w przemyśle w Niemczech 
(dane miesięczne 1969/01 – 2014/03)

 Źródło: opracowanie własne

Rys. 11–12. Gęstość kospektralna produkcji 
przemysłowej i DAX (zmienne zależne) oraz pro-

gnozy cen dóbr przemysłowych w Niemczech 
(dane miesięczne 1969/01 – 2014/03)

 Źródło: opracowanie własne
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Rys. 13–14. Gęstość kospektralna produkcji przemy-
słowej i DAX (zmienne zależne) oraz produkcji stali 
w Niemczech (dane miesięczne 1969/01 – 2014/03)

 Źródło: opracowanie własne

Rys. 15–16. Gęstość kospektralna produk-
cji przemysłowej i DAX (zmienne zależne) oraz 

produkcji energii elektrycznej w Niemczech 
(dane miesięczne 1969/01 – 2014/03)

 Źródło: opracowanie własne

Rys. 18. Gęstość kwadraturowa produkcji przemy-
słowej (zmienna zależna) oraz dynamiki importu 
Niemiec (dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 19. Gęstość kwadraturowa DAX (zmien-
na zależna) oraz dynamiki importu Niemiec 

(dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 20. Gęstość kwadraturowa produkcji przemysło-
wej (zmienna zależna) oraz produkcji energii elektrycz-

nej Niemiec (dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 21. Gęstość kwadraturowa DAX (zmien-
na zależna) oraz produkcji energii elektrycznej 
Niemiec (dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne
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Rys. 22. Amplituda mieszana produkcji prze-
mysłowej (zmienna zależna) oraz eksportu 

Niemiec (dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 23. Amplituda mieszana produkcji przemy-
słowej (zmienna zależna) oraz importu Niemiec 

(dane miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 24. Amplituda mieszana DAX (zmien-
na zależna) oraz eksportu Niemiec (dane 

miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 25. Amplituda mieszana DAX (zmien-
na zależna) oraz importu Niemiec (dane 

miesięczne 1969/01 – 2014/03.

 Źródło: opracowanie własne

Rys. 26–27. Widmo fazowe produkcji przemysłowej 
(zmienna zależna) oraz zatrudnienia i prognozy 

koniunktury produkcji przemysłowej Niemiec (dane 
miesięczne wygładzone 1969/01 – 2014/03)

 Źródło: opracowanie własne

Rys. 28–29. Widmo fazowe DAX (zmienna 
zależna) oraz dynamiki cen dóbr przemysło-
wych i bezrobocia w Niemczech (dane mie-

sięczne wygładzone 1969/01 – 2014/03)
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Rys. 31–32. Wzmocnienie produkcji przemysłowej 
względem zatrudnienia (lewy wykres) i zatrudnienia 
względem produkcji przemysłowej (prawy wykres)

Źródło: opracowanie własne

Rys. 33–34. Wzmocnienie DAX względem produk-
cji energii elektrycznej (lewy wykres) i produkcji 

energii elektrycznej względem DAX (prawy wykres)

Źródło: opracowanie własne

Rys. 35–36. Kwadrat koherencji diagnozy (lewy wykres) 
i prognozy (prawy wykres) budownictwa (zmienne zależne) 
oraz produkcji cementu (zmienna niezależna) w Niemczech 

(1969/01 – 2014/03, szerokość okna Parzena = 27)

Źródło: opracowanie własne

Rys. 37–38. Widmo fazowe diagnozy (lewy wykres) i pro-
gnozy (prawy wykres) budownictwa (zmienne zależne) 

oraz produkcji cementu (zmienna niezależna) w Niemczech 
(1969/01 – 2014/03, szerokość okna Parzena = 27)

Źródło: opracowanie własne
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w budownictwie, prognoz koniunktury w prze-
myśle oraz wydobycia węgla i produkcji cemen-
tu (w niskich częstotliwościach).
Liczby zespolone składające się na widmo wza-
jemne mogą zostać podzielone na część rzeczy-
wistą i urojoną. Wygładzając je, można uzyskać, 
odpowiednio, gęstość mieszaną i gęstość kwa-
draturową. Pierwiastek kwadratowy sumy kwa-
dratów wartości gęstości mieszanych i gęstości 
kwadraturowych nazywa się amplitudą miesza-
ną. Amplitudę mieszaną natomiast można in-
terpretować jako miarę kowariancji między od-
powiednimi składnikami okresowymi w dwóch 
szeregach.
Amplituda mieszana produkcji przemysłowej 
i DAX oraz eksportu, importu (i pozostałych 
zmiennych niezależnych) wskazuje na względ-
nie wysoką kowariancję w niskich częstotliwo-
ściach (w porównaniu z kowariancją dla częstości 
wysokich).
Widmo fazowe produkcji przemysłowej, zatrud-
nienia i prognozy koniunktury produkcji prze-
mysłowej Niemiec wykazuje liniową i dodatnią 
zależność dla niskich częstotliwości (dla których 
obserwujemy duże wartości kwadratu koheren-
cji). Sugeruje to, że zmiany (względnie) długich 
fal w zatrudnieniu oraz w prognozach koniunk-
tury produkcji przemysłowej wyprzedzają od-
powiednie zmiany w dynamice produkcji prze-
mysłowej Niemiec. Jest to wyraźnie widoczne 
w przebiegu widma fazowego dla danych wy-
gładzonych. Podobną zależność obserwujemy 
w przypadku widma fazowego DAX i bezrobo-
cia (o najwyższym kwadracie koherencji w czę-
stotliwości 0,287823 odpowiadającej okresowi 
3,474354 miesiąca). Natomiast w przypadku 
widma fazowego DAX i cen dóbr przemysło-
wych (kwadrat koherencji osiąga wartości mak-
symalne w częstościach 0,154982, 0,247232, 
0,274908, 0,374539, 0,416974 o okresach odpo-
wiednio około 6,45, 4,05, 3,66, 2,67 i 2,40 mie-
siąca) zależność liniowa jest ujemna, co wskazu-
je na opóźnienie zmian cen dóbr przemysłowych 
względem zmian indeksu giełdowego DAX.
Ważnym uzupełnieniem widma fazowego są 
wskaźniki wzmocnienia zmiennej zależnej wzglę-
dem zmiennych niezależnych i, odwrotnie, 
zmiennych niezależnych względem zmiennej za-
leżnej w określonych częstotliwościach.
Wskaźniki wzmocnienia badanych szeregów 
czasowych przyjmują z reguły wysokie wartości 
w niskich częstościach produkcji przemysłowej 
względem większości zmiennych niezależnych 
i w wysokich częstościach zmiennych niezależ-
nych względem produkcji przemysłowej (rys. 
31–32). Natomiast wzmocnienie dynamiki in-
deksu giełdowego DAX względem zmiennych 

niezależnych jest większe dla wysokich częstości 
i w niskich częstościach dla zmiennych niezależ-
nych względem DAX (rys. 33-34).
Analiza widma wzajemnego w badaniach ko-
niunktury w przemyśle powinna być uzupełniona 
o analizę widma wzajemnego w budownictwie, 
transporcie, handlu, zużycia energii elektrycznej, 
produkcji nośników energii w ogóle. Wynika to ze 
znaczenia tych sfer jako warunków funkcjonowa-
nia całej gospodarki. Zmiany w dynamice budow-
nictwa wyprzedzają zmiany dynamiki produkcji 
przemysłowej. Indeksy budownictwa są dobrym 
wskaźnikiem wyprzedzającym kształtowanie się 
koniunktury gospodarczej. Taki wniosek weryfi-
kuje analiza widma wzajemnego prognozy i dia-
gnozy budownictwa (zmienne zależne) i dyna-
miki produkcji cementu w Niemczech w latach 
1969–2014 (dane miesięczne, szerokość okna 
Parzena = 5).
Maksymalne wartości funkcji gęstości widmowej 
zmiennej zależnej diagnozy koniunktury w bu-
downictwie występują dla fal o okresach 67,75, 
41,69 i 12,04 miesiąca, natomiast prognozy ko-
niunktury w budownictwie dla wahań o okresach 
41,69 i 12,04 miesiąca. Kwadrat koherencji dyna-
miki produkcji cementu i diagnozy oraz prognozy 
koniunktury w budownictwie jest większy w ni-
skich częstościach (odpowiadających okresom 
odpowiednio 49,27 i 45,17 miesiąca). Dla du-
żych wartości kwadratu koherencji obserwujemy 
ujemną liniową zależność przesunięcia fazowe-
go widma, co sugeruje opóźnienie faz produkcji 
cementu względem wskaźników koniunktury 
w budownictwie w obszarze niskich częstotliwo-
ści. Jedynie w przedziale częstości 0,25–0,255 
(diagnoza) i 0,25–0,30 (prognoza) można mówić 
o opóźnieniu wskaźników koniunktury w budow-
nictwie względem produkcji cementu (dla wa-
hań o okresach od 4,0 do 3,33 miesiąca.
Wskaźniki wzmocnienia przyjmują wysokie 
wartości w niskich częstościach diagnozy ko-
niunktury w budownictwie względem produkcji 
cementu i w wysokich częstościach produkcji 
cementu względem diagnozy koniunktury w bu-
downictwie. Wzmocnienie wahań prognozy ko-
niunktury w budownictwie względem indeksów 
dynamiki produkcji cementu jest większe dla wy-
sokich częstości i słabsze dla niskich oraz, prze-
ciwnie, względnie słabsze dla wysokich i większe 
dla niskich w odniesieniu do dynamiki produk-
cji cementu względem prognozy koniunktury 
w budownictwie.

Wnioski

Przeprowadzona analiza widma wzajemnego 
wykazała, że w badanym okresie dynamika 
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produkcji przemysłowej Niemiec oraz dyna-
mika indeksu giełdowego DAX korelowała 
z dynamiką wybranych obszarów gospodar-
czych w różnych częstościach cyklu koniunk-
turalnego. Można zatem mówić o przejawach 
skorelowanych zachowań cyklicznych. Na 
szczególne pokreślenie zasługuje wyjawienie 
zróżnicowanych przesunięć fazowych oraz 

wzmocnienia zarówno w niskich, jak i w wyso-
kich częstościach wahań cyklicznych badanych 
szeregów czasowych w gospodarce niemiec-
kiej. Analiza widma wzajemnego może być 
zatem efektywnym narzędziem wspomagają-
cym konstruowanie barometrów koniunktury, 
polityki stabilizacji czy ożywienia koniunktury 
gospodarczej. 
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Application of cross-spectral analysis to research in dynamics of economic processes in germany

Abstract
Spectral analysis serves recognition of harmonic structure of time series.  Cross-spectral analy-
sis is in fact a joint and simultaneous spectral analysis of two time series.  Establishing connec-
tions and relations between two time series appearing in different frequencies is the aim of 
cross-spectral analysis. 
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The phase spectrum (phase shift) of the industrial production, the employment and the fore-
cast of the economic activity of the industrial production of Germany demonstrate the linear 
and positive relation for low frequencies (in which we observe considerable values for the squ-
ared coherency).  It would suggest that the changes of long waves in the employment and in 
forecasts of the economic activity of industrial production remain ahead of the appropriate 
changes in the dynamics of industrial production of Germany.  We observe a similar relation-
ship in case of the phase DAX spectrum and unemployment. However, in case of the phase DAX 
spectrum and prices of industrial goods the linear relationship is negative, which suggests lag 
changes in prices of industrial goods in relation to changes of a DAX share index.
For considerable values of the squared coherency we observe a negative linear relation of the 
phase spectrum of two time series which suggests lag phases of manufacture of cement in re-
lation to economic activity indicators in the construction in the area of low frequencies.  
The carried out cross-spectral research shows that in the analyzed period the dynamics of in-
dustrial production of Germany and the dynamics of DAX share index are correlated with the 
dynamics of chosen economic processes in different frequencies of trade cycle.  It is possible 
then to talk about symptoms of correlated cyclical behaviors.  Revealing the diversified phase 
spectrums and gains in low as well as in high frequencies of cyclical fluctuations, the examined 
time series in German economy deserves special attention.  Therefore, cross-spectral analysis 
can be an effective tool supporting the process of constructing barometers of economic activi-
ty, the policy of stabilization or economic recovery.

Keywords: spectrum, cross-spectrum,  squared coherency, cross-amplitude, phase spectrum.


